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I. INTRODUCAO

Extragdo de Informacdo (EI) é o processo de examinar
um texto automaticamente visando a capturar informacoes
relevantes para determinado interesse. Em outras palavras,
o objetivo da extracdo de informagdo ¢ transformar textos,
que sdo fonte de dados ndo estruturados, em informacio
organizada de acordo com certos critérios de importincia,
deixando o que ndo interessa para trds [1]. No tocante ao
modelo de texto cientifico, tal técnica se mostra relevante
porque pode revelar tendéncias de pesquisa cientifica ao longo
do tempo, concatenar informagdes de fontes muito vastas em
volume e diversidade, evidenciar citacdes ausentes e proximi-
dade temdtica entre os autores, e auxiliar na construgdo de
bancos de dados a partir de grandes corpora textuais, entre
outras aplicacdes. Nosso objetivo € construir um grande corpus
de textos técnico-cientificos de dominio especifico com suas
informagdes estruturadas e prontas para processamento futuro,
tendo em vista facilitar buscas semanticas no conteido; para
isso, EI se torna fundamental.

O Processamento de Linguagem Natural (PLN) viabiliza
a conversdo de um texto cru, essencialmente uma sequéncia
aleatdria de bits digitais, em uma sequéncia bem definida de
unidades linguisticas detentoras de sentido [2]. Essa definicao
de caracteres, palavras e sentengas é fundamental porque,
uma vez feita, serve de entrada para uma outra tarefa cru-
cial dentro do PLN, a anotacdo morfossintatica. A anotacio
morfossintdtica, por sua vez, pode facilitar a Extracio de
Informacdo, porque oferece um guia prévio de generalizacdes
para o sistema ao dar o primeiro passo de reconhecimento de
padrdes linguisticos.

Nosso interesse na EI é resultado da necessidade de criar
um corpus para extrair informacdes de documentos técnico-
cientificos em portugués, no dominio de petréleo. Neste artigo,
relatamos o que se tem feito recentemente no campo da EI
voltada ao dominio técnico-cientifico e quais sdo as nos-
sas questdes praticas. Esperamos, futuramente, poder relatar
nossos resultados empiricos e, assim, contribuir de forma

Cl4udia Freitas
Departamento de Letras
PUC-Rio
Rio de Janeiro, Brasil
claudiafreitas @puc-rio.br

Tatiana Cavalcanti
Departamento de Letras
PUC-Rio
Rio de Janeiro, Brasil
tatiana.shc @hotmail.com

relevante para o estado da arte em extragdo de informacdo
em textos técnico-cientificos.

II. Do PDF A0 TXT: DESAFIOS DO PRE-PROCESSAMENTO

Para que qualquer texto de lingua natural seja legivel
por uma mdaquina, sdo necessdrios alguns passos iniciais. O
primeiro é garantir que todos os textos de que dispomos
tém seus caracteres codificados da mesma forma (em Latin-1,
UTEF-8, CP1252, etc.). A essa primeira tarefa dd-se o nome
de identificagdo de codificac@o de caractere. O segundo passo
¢ a identificacdo da lingua em que o texto estd escrito. E
o ultimo grande passo ¢ descartar informagdes indesejdveis
como imagens, tabelas, cabecalhos, links e notas de rodapé.
Ao final desse processo, o que se tem € um texto bem definido,
organizado pela sua lingua, pronto para ser segmentado e
analisado em niveis mais complexos [3].

Como j4 foi visto, alguns detalhes podem atrapalhar a leitura
da ferramenta computacional utilizada e, por conseguinte,
influenciar no resultado final da andlise do texto. Alguns
deles, por exemplo, no caso dos textos técnicos-cientificos
da categoria dissertagdo ou tese, sdo o sumdrio, os agrade-
cimentos, a folha de aprovacdo, listas em geral, figuras e
tabelas. Esses elementos, juntamente com paginacéo e notas
de rodapé, quando transformados em texto plano (formato
.txt), apresentam deformac@o e rompem com a linearidade dos
textos. A figura 1, obtida a partir de um dos documentos de
nosso corpus, ilustra a questdo das notas de rodapé. Como
podemos observar, a palavra “natural” se transforma em outra
palavra (“natural2”). Ou seja, se “natural” for uma palavra
relevante, perderiamos essa ocorréncia e esse contexto. A
figura 2 (oriunda do corpus Brasileiro e acessada pelo servico
AC/DC [4]), ilustra que, sem o cuidado necessdrio no pré-
processamento, o que seria uma frase se transforma em blocos
de texto contendo ndmeros ¢ tabelas que, mais tarde, serdo
erroneamente processados como periodos unicos, dificultando
etapas posteriores do processamento automdtico de texto.

Isso acontece pois esses segmentos sdo, normalmente, caracterizados pelos
elevados custos de constituicdo das redes de gasodutos o que, na maioria das
vezes, torna o monopolio a solugdo econdmica mais viavel. Isso significa que a
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Isso acontece pois esses segmentos sdo,
normalmente, caracterizados pelos elevados
custos de constituigd3o das redes de gasodutos o
que, na maioria das vezes, torna o monopdlio a
solugdo econdmica mais vidvel. Isso significa que
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Figura 1. Exemplo de distor¢ao relativa a notas de rodapé.

<p>: Géneros N°de ocorréncias 1 Freqiiéncia 2 Penicillium spp 50 53,161 %
o/

Aspergillus spp 19 41,333 % Cladosporium spp 10 4.534 % Rhizopus spp 1 0.343 %
Fusarium spp 5 0.215 % Aurcobasidium spp 1 0,143 % Chrysosporium spp 5 0,100 %
Alternaria spp 4 0,057 % Epicoceum spp 1 0,029 % Helminthosporium spp 1 0,029 %
Geotrichum spp 1 0.014 % Gliocladium spp 1 0.014 % Nigrospora spp 1 0.014 %
Rhizomucor spp 1 0,014 % 1 Refere-se ao niimero de vezes que um determinado
genero foi identificado independentemente das contagens de UFC |

Figura 2. Exemplo de distor¢ao relativa a tabelas.

O trabalho de [5], também voltado para a constituicdo
de um corpus de documentos técnico-cientificos, enfrentou -
e resolveu - vdrios dos problemas mencionados aqui, ainda
que nem todas as solugdes utilizadas se adequem aos nossos
propositos. Reconhecida como a etapa “mais importante e mais
trabalhosa”na constituicio de um corpus que, posteriormente,
sera anotado morfossintaticamente, as autoras utilizaram edi-
tores de texto e expressdes regulares, associados a supervisao
humana, para eliminar ruidos associados a representacoes
numéricas, o uso de ponto final em nomes préprios como
Dra., e asteriscos associados a palavras. Por outro lado,
elementos que nos interessa manter, como titulos e referéncias
bibliogréficas ao longo do texto, foram excluidas. E um dos
nossos principais problemas, em funcao do tipo de texto,
nao parece ter sido um problema: as enumeracdes itemizadas,
retratadas na figura 2.

Em suma, ndo faltam desafios ao pré-processamento de
textos. Tendo essa etapa sido concluida corretamente, ou seja,
uma vez que tenhamos um corpus de qualidade, as etapas
subsequentes do processamento automdtico podem acontecer
da melhor maneira possivel.

I11. EI EM DOCUMENTOS TECNICO-CIENT{FICOS:
SEMEVAL 2017 E 2018

Para otimizar a eficiéncia em qualquer trabalho de
investigacdo, é imprescindivel fazer uma busca para que se
conheca o que j4 foi feito no campo e que tipo de conclusoes ja
foram tiradas. Considerando que o nosso interesse de pesquisa
reside em textos técnico-cientificos, fez sentido analisar, espe-
cificamente, as tarefas apresentadas nas avaliacdoes SemEval
de 2017 e 2018. Por meio dessas competigoes e a partir de
suas vdrias tarefas e subtarefas, que abarcam diversos temas
e objetivos especificos, os participantes t€m a oportunidade
de testar seus sistemas e avaliar sua posi¢do em relacido aos
outros da mesma 4rea. Percebemos que, ao observarmos os
métodos, as escolhas, as conclusdes ¢ os resultados obtidos
na avaliacdo, ganhamos um melhor entendimento acerca de
nosso préprio trabalho, podendo aproveitar o que deu bons
frutos e descartar o que falhou.

Em particular, vale descrever as tarefas de 2017 e 2018
individualmente. No SemEval de 2017, a tarefa 10 (SciencelE
- Extracting Keyphrases and Relations from Scientific Publi-
cations [6]) foi a de identificar termos-chave, classifici-los e
relacionar os de mesma classificagio a partir de um unico
pardgrafo de publicacdes cientificas das dreas de Ciéncia da
Computacdo, Ciéncia de Materiais e Fisica. Um dos maiores
objetivos dos desenvolvedores da tarefa era o de atender aos
editores de publicagdes cientificas, tendo em vista que com
essa tarefa eles poderiam recomendar artigos aos leitores,
identificar revisores em potencial para submissdao e analisar
tendéncias de pesquisa ao longo do tempo.

Para realizar tal tarefa foi necessdrio subdividi-la em trés
subtarefas: a primeira foi a de identificacdo dos termos-chave
- subtarefa A: a segunda, de classificag@o desses termos em 3
categorias diferentes (PROCESS, TASK e MATERIAL) - sub-
tarefa B, e a terceira, de classificacdo do tipo de relacdo entre
os termos de mesma categoria em sinébnimo ou hiper6nimo
- subtarefa C. E importante ressaltar que havia trés cendrios
de avaliacdo diferentes, um com o texto cru, simplesmente
— necessitando que as trés subtarcfas fossem realizadas sem
nenhum ponto de partida; outro com a identificagdo manual
prévia dos termos-chave - ou seja, com a subtarefa A ji rea-
lizada previamente; e um terceiro cendrio com a identificacio
manual prévia dos termos-chave e suas classificacdes — ou
seja, com as subtarefas A e B dadas previamente. Os sistemas
que participaram da competicdo variaram muito em técnicas,
desde redes neurais até métodos baseados em regras. Isso
mostra a diversidade de manciras de resolver esta tarefa. Para
a anota¢do do corpus que serviu de treinamento e avaliacdo
aos sistemas foram recrutados estudantes de graduacdo dos
mesmos dominios dos textos e professores dessas mesmas
areas. A concordancia entre eles oscilou entre 45% e 85%,
sendo metade dos casos com concorddncia maior ou igual
a 60%. Tal fato mostra a dificuldade humana em detectar
termos-chave, suas classificacdes e relagdes, mesmo quando
os anotadores sdo especialistas no dominio. Do mesmo modo,
a observacgao da concordancia entre os anotadores nos informa
o grau de dificuldade que a médquina enfrenta ao realizar essas
tarefas, evidentemente complexas.

Vejamos os 3 cendrios diferentes em que as avaliagdes
ocorreram. No primeiro cendrio de avaliacdo, com o texto cru,
participaram 17 sistemas, dos quais o maior pontuador teve um
desempenho de 43% de acerto (F1) e utilizou o método de rede
neural recorrente. J4 no segundo cendrio de avaliacdo, em que
apenas as subtarefas B e C deveriam ser resolvidas, somente 4
competidores participaram. O ganhador teve um acerto (F1) de
64%, e fez uso de classificadores com caracteristicas lexicais,
caracteristicas ortograficas e n-gramas para a subtarefa B. Para
a subtarefa C, o ganhador fez uso de um sistema baseado
em regras na parte de sindnimos e de padrdes da Hearst [7]
para detectar hiperénimos. No tltimo cendrio, no qual a tnica
subtarefa a ser realizada foi a C - relacionar os itens de mesma
classificacdo -, a melhor atuag@o - dentre as 5 participantes -
foi do sistema de redes neurais convolucionais que alcangou
a marca de 64%, tal como no cendrio anterior. Real¢a-se aqui



o salto de desempenho entre os cendrios, que se relaciona
diretamente com a importincia da precisio da subtarefa A
para o sucesso das subtarefas consecutivas: isto €, identificar
quais sdo os termos-chave parece ser a parte mais dificil de
toda a tarefa.

Essa tarefa da competicdo SemEval de 2017 mostra a
variagdo metodolégica com que sistemas podem operar. Por
outro lado, mostra também que ainda hd um grande espaco
para avancos, ji que 64%, embora nao seja um indice baixo,
pode ser insatisfatério do ponto de vista pratico, isto ¢, de
quem ird tirar proveito dos resultados.

No ano seguinte, no SemEval 2018, a tarefa 7 (Semantic
Relation Extraction and Classification in Scientific Papers [8])
foi a de identificar e classificar — entre 6 categorias pré-
determinadas (USAGE, RESULT, MODEL, PART_WHOLE,
TOPIC, COMPARISON) - as relacdes semanticas entre enti-
dades presentes nos resumos de artigos cientificos. Os artigos
eram todos pertencentes ao dominio da Linguistica Computa-
cional. Segundo o artigo que descreve a tarefa e seus resulta-
dos, um de seus objetivos seria melhorar o acesso a literatura
cientifica, atendendo a uma necessidade de informac@o que nao
estaria sendo suprida pelas ferramentas padrdo de pesquisa,
nem pelos humanos especialistas nos dominios especificos,
que, muitas vezes, ndo dispdem do tempo necessirio para se
atualizar em relagdo aos avancos cientificos nas suas dreas.
Nesse caso, seriam de grande ajuda sistemas que estruturassem
essas informagdes automaticamente.

A partir dessa tarefa principal, definiram-se trés subtarefas:
a classificacdo de relagdes em clean data (1); a classificagdo de
relagdes em noisy data (2); e a identificag@o e a classificacdo
de relacdes em material ndo previamente anotado (3), exceto
pelas entidades, que estdo anotadas em todos os experimen-
tos. Ao todo, 32 times participaram de ao menos uma das
subtarefas.

Na primeira subtarefa (clean data), as entidades cujas
relagdes serdo classificadas tinham sido previamente anotadas
manualmente, enquanto na segunda (noisy data), isso havia
sido feito de forma automatica. Desse modo, a terceira sub-
tarefa ¢ aquela mais sujeita a dificuldades, jd que as relacdes
ndo s6 precisam ser categorizadas, mas também previamente
identificadas pelos sistemas competidores, que nao contam
com as regalias das duas primeiras subtarefas.

Para a anotacdo do corpus, foram recrutados anotadores
especialistas dentre os membros da organizacdo da tarefa, as-
sim como estudantes de PLN. A concordancia inter-anotadores
relativa a rotulacio das classes semanticas foi de 90.8%, tendo
sido calculada entre dois anotadores a partir de uma amostra de
150 resumos provenientes da primeira subtarefa. E importante
acentuar aqui o valor inegdvel de uma alta concordancia entre
anotadores, uma vez que um “golden” construido com base
em divergéncias estd muito mais sujeito a inconsisténcias.

Ao final da competicdo, concluiu-se que o maior desafio
dentre as etapas do processamento era a identificagdo adequada
das relacdes semanticas. Isso fica mais claro ao observarmos
os melhores valores de F1 para cada subtarefa (Tabela 1),
j4 que observamos uma queda na performance dos sistemas

Tabela 1
RESUMO ENTRE OS RESULTADOS DAS COMPETICOES DE EXTRAGAO DE
INFORMACAO.

Competi¢do Subtarefas Fl
SemEval A
2017 identificagdo
Tarefa 10 dos termos-chave
B
classificacdo
dos termos-chave
C
classificag@o das relacdes
entre termos-chave
SemEval 1
2018 classificacdo das relacoes
Tarefa 7 em clean data
2
classificac@o das relacdes
em noisy data
3
extracdo e classificacdo
das relacoes

43%

64%

64%

81.7%

90.4%

49.3%

na terceira subtarefa, em que a presenca de relacdes entre
entidades ndo era dada anteriormente.

Ademais, ao tratar dos tipos de relagdes semanticas, afirma-
se que mais do que o significado dessas relagdes, a maior difi-
culdade € distribuicio desigual das identificacdes de entidades
nas subtarefas com clean e noisy data. As entidades anotadas
manual e automaticamente foram de diferentes naturezas: os
seres humanos eram orientados a anotar termos € expressoes
mais complexas, enquanto a maquina anotava termos menores
e com um nivel mais baixo de especificidade.

Destaca-se, por fim, a atualidade dos trabalhos objetivados
pelo SemEval, que acompanham as pesquisas correntes ¢ es-
pelham os tépicos que se sobressaem em determinado periodo.
Competi¢des como essa ndo sé estimulam seus integrantes a
aprimorarem seus sistemas e a desenvolverem suas pesquisas,
como também nos ajudam a entender como diferentes grupos
estdo pensando o mesmo assunto.

IV. LICOES APRENDIDAS

Tendo em vista tudo o que foi exposto aqui, nota-se o
grau de dificuldade das tarefas a que as mdquinas estdo
submetidas. Se para nds, humanos, mesmo diante do nosso
vasto conhecimento sobre lingua e expertise nas temadticas
especificas, definir os limites de palavras e expressdes e se
elas podem ser consideradas relevantes ou nao em determinado
contexto ¢ tarefa drdua, quicd para sistemas de processa-
mento automdtico de texto, que, segundo os resultados das
competicoes analisadas, ndo chegam a 80%.

No entanto, é preciso retomar aqui que em nenhuma das
tarefas apresentadas foi necessario um pré-processamento de-
talhado dos textos analisados. Ou seja, nosso objetivo de
aprender sobre os desafios do pré-processamento de documen-
tos técnico-cientificos com a experiéncia de outros trabalhos
foi parcialmente alcancado, j4 que no SemEval de 2017 o
corpus € composto de pardgrafos, e no de 2018, de resumos.
Com essa decisdo, os organizadores evitaram todo o trabalho



anterior de preparacdo dos textos. Em nosso caso, por outro
lado, iremos trabalhar com documentos completos, o que nio
permite essa abordagem imediata. A exce¢@o cabe ao trabalho
de [5], que se debrugcaram sobre algumas das questdes que
também nos inquietam. No entanto, as autoras salientam a
necessidade de algum acompanhamento humano (trata-se de
um processamento semi-automdtico).

Um possivel caminho a ser tomado ¢ descartar a ideia
de um processamento de texto integral e trabalhar apenas
com fragmentos, como fizeram as tarefas que descrevemos.
O quanto se ganha ao processar documentos completos? O
quanto se perde processando apenas resumos ou pardgrafos?
Alids, perdemos alguma coisa? E um interesse nosso avaliar
a diferenca na qualidade da informagdo extraida automatica-
mente em documentos completos ou em fragmentos especial-
mente relevantes, como resumos. No entanto, a Unica maneira
de verificar isso ¢ comparando as duas situagdes, o que envolve
o processamento dos documentos na integra. Ao que parece,
precisaremos desenvolver nossas proprias solu¢des para o pré-
processamento de documentos técnico-cientificos.
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